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RESUMO

Os gastos públicos devem ser constantemente monitorados pelos órgãos governamentais. Neste con-
texto, torna-se primordial a aplicação de tecnologia para a produção de informações estratégicas que 
apoiem ações de combate à corrupção e à má gestão dos recursos públicos. Com a disponibilização 
do Sistema de Informações sobre Orçamentos Públicos em Educação (SIOPE), o presente trabalho 
emprega técnicas de mineração de dados para a detecção de despesas atípicas no Ensino Fundamen-
tal, realizadas pelos municípios em 2018 – que podem constituir eventos ocasionais (como obras em 
escolas) ou representar indícios de irregularidades. Aplicou-se clusterização de municípios e algorit-
mos de detecção de anomalias em um grupo de municípios semelhantes. Os resultados alcançados (se 
o município é anômalo e seu grau de anomalia) podem ser agregados ao planejamento das ações de 
controle e, ainda, subsidiar a adoção de providências cabíveis por parte de demais instâncias, como o 
Ministério da Educação e conselhos de controle social. 

Palavras-chave: Clusterização de municípios. Detecção de anomalias. Despesas públicas. Educação 
Básica.
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1. INTRODUÇÃO
1.1. MOTIVAÇÃO
 A corrupção pública custa, todos os anos, muitos milhões aos governos em todo o mundo, 
sendo o seu combate um desafio para o setor público e para a sociedade (THESING, 2019). Para al-
guns autores, a má gestão do dinheiro público pode acarretar perdas ainda piores do que os atos de 
corrupção (ANGELICO, 2012; AGUIAR, 2019). Nesse contexto, o uso conjunto de tecnologias de 
ponta, de métodos de inteligência e de ferramentas de análise de dados, nos últimos anos, provou-se 
ser um poderoso e efetivo aliado não só para enfrentar a corrupção, mas também para minimizar ou 
evitar o desperdício dos recursos públicos.
 Diversos órgãos de controle têm, entre seus principais objetivos, o monitoramento de gastos 
públicos e a produção de informações estratégicas como apoio à tomada de decisão no controle in-
terno. Tal monitoramento pode se dar em variados contextos, como: compras e licitações públicas; 
programas de governo; benefícios sociais; convênios e transferências; entre outros. Entre as diversas 
ferramentas e métodos que apoiam o controle interno, pode-se mencionar: processamento analítico 
de dados, técnicas estatísticas, big data, business intelligence, inteligência artificial, mineração de da-
dos e aprendizagem de máquina (machine learning). Todo esse arcabouço ferramental permite a des-
coberta de conhecimento de alto valor agregado a partir de grandes bases de dados governamentais, a 
potencialização da capacidade de análise e a modernização do controle, seja interno ou externo. 
 Nesse momento, torna-se fundamental a definição de alguns termos. A Ciência de Dados é 
um conjunto de princípios fundamentais que norteiam a extração de conhecimento a partir de da-
dos; Mineração de Dados é a extração de conhecimento propriamente dita, por meio de tecnologias 
que incorporam tais princípios (PROVOST e FAWCETT, 2016). Assim, a aprendizagem de máquina 
é uma dessas tecnologias, na forma de algoritmos de indução (afirmar uma verdade generalizada a 
partir da observação de alguns elementos). 

1.2. PROBLEMA E JUSTIFICATIVA
 Este trabalho foi motivado pela necessidade de se realizar uma análise sistemática nos dados 
do Sistema de Informações sobre Orçamentos Públicos em Educação (SIOPE), sob a gestão do Fundo 
Nacional de Desenvolvimento da Educação (FNDE). Neste sistema, os estados e municípios registram 
as receitas e despesas realizadas com a educação pública – as quais são, posteriormente, transmitidas 
às demais instâncias de controle para fins de validação das informações. Em seguida, o FNDE gera os 
indicadores de gestão e de conformidade às disposições legais - como, por exemplo, o cumprimento 
da aplicação de 25% das receitas na Manutenção e Desenvolvimento do Ensino (MDE). 
 Não obstante, alguns relatórios produzidos por órgãos de controle, como a Controladoria-Ge-
ral da União (CGU) e o Tribunal de Contas da União (TCU), apontaram falhas nos relatórios produ-
zidos pelo SIOPE, que não evitaram os desvios de recursos públicos dedicados à educação em diversos 
municípios. Estes problemas se encontram mais detalhados no item 3.4 do presente trabalho, após a 
contextualização sobre o SIOPE, sobre o Fundo de Manutenção e Desenvolvimento da Educação Bá-
sica e de Valorização dos Profissionais da Educação (FUNDEB) e sobre as atribuições específicas da 
CGU enquanto instância de controle.
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 Diante desses fatos – a disponibilidade dos dados do SIOPE e a existência concreta de desvios 
dos recursos destinados à educação – surgiu o seguinte problema de pesquisa: a partir dos registros 
no SIOPE, como identificar possíveis indícios de irregularidades nos gastos públicos dos municípios 
com a Educação Básica?
 Por fim, a justificativa do presente trabalho é a possibilidade de gerar conhecimento de valor 
estratégico no tema de monitoramento de gastos públicos na Educação, o qual poderá conferir uma 
maior qualidade de dados ao SIOPE, bem como propiciar subsídios complementares aos trabalhos de 
auditoria e fiscalização desempenhados pelas instâncias de controle. 

1.3. OBJETIVOS GERAIS E ESPECÍFICOS
 Tendo em vista a oportunidade de explorar os dados do SIOPE, definiu-se o seguinte objetivo 
geral: “Propor mecanismos para a identificação de discrepâncias nos gastos públicos realizados pelos 
municípios, especificamente no Ensino Fundamental em 2018, com o intuito de produzir um relatório 
com informações de valor agregado para as instâncias de controle”, o qual proporciona os objetivos 
específicos abaixo: 

• contextualização acerca da legislação sobre as políticas e os investimentos na educação;
• entendimento do sistema SIOPE;
• entendimento sobre a atuação das instâncias de controle; 
• leitura de relatórios de auditoria e fiscalização dos órgãos de controle, para entender as 
falhas do SIOPE e os desvios na aplicação dos recursos federais em Educação Básica;
• realizar análises exploratórias nos dados do SIOPE, a fim de levantar hipóteses iniciais 
sobre os dados;
• escolher as técnicas de mineração de dados a serem utilizadas para a identificação de 
discrepâncias nos gastos públicos.

2. METODOLOGIA UTILIZADA
 O presente trabalho foi realizado seguindo-se a metodologia de referência Cross-Industry 
Standard Process for Data Mining (CRISP-DM), comumente utilizada para projetos de mineração de 
dados (CHAPMAN, 2000). Nesta metodologia, o ciclo de vida de um projeto de mineração de dados, 
conforme apresentado abaixo, é composto das seguintes fases: entendimento do negócio, entendimen-
to dos dados, preparação dos dados, modelagem, avaliação e implantação. 
Figura 1 – O ciclo de vida do CRISP-DM
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Fonte: IBM (2019).

 A fase de entendimento do negócio consiste em identificar o contexto institucional, entender 
o problema de negócio que a organização espera resolver e levantar as necessidades mais prioritárias. 
Em seguida, deve-se determinar os objetivos de negócio e seus critérios de sucesso; verificar os recur-
sos disponíveis (pessoal, dados, hardware e software); determinar os objetivos da mineração de dados 
a partir do objetivo de negócio; e, finalmente, criar o plano de projeto.
 A fase de entendimento dos dados envolve a coleta, a verificação da qualidade e a exploração 
dos dados com estatística descritiva, de forma a realizar descobertas e detectar possíveis correlações. 
  A fase de preparação dos dados realiza tratamentos sobre os dados, a fim de torná-los 
adequados para a aplicação dos algoritmos de mineração na próxima fase. Tais tratamentos incluem: 
limpeza dos dados, substituição de valores omissos, seleção de atributos relevantes, redução de dimen-
sionalidade, criação de atributos derivados, integração de dados externos, entre outros.
 A fase de modelagem compreende a seleção e aplicação de técnicas para criar modelos e en-
contrar padrões ou descobertas de conhecimento – exemplos dessas técnicas são classificação, agru-
pamento e regressão. Procedimentos de teste devem ser executados (como, por exemplo, matriz de 
confusão e medidas de acurácia) para verificar a qualidade e validade dos resultados.
 A fase de avaliação objetiva analisar se os resultados do modelo atendem aos objetivos de ne-
gócio e aos critérios de sucesso definidos anteriormente, bem como se o modelo pode ser implantado 
ou se é necessário aprimorá-lo através de novas iterações das fases anteriores.
 A fase de implantação resume-se em colocar o modelo obtido em efetiva produção, incluindo, 
quando aplicável, a confecção de relatório final com os resultados alcançados.

3. FASE DE ENTENDIMENTO DO NEGÓCIO
 Esta fase consiste em levantar problemas existentes para, em seguida, estabelecer os objetivos 
de negócio, seus critérios de sucesso e os objetivos da mineração de dados. Desta forma, faz-se neces-
sário uma prévia contextualização sobre o sistema SIOPE; sobre o FUNDEB como a principal fonte de 
financiamento federal para a Educação Básica; e sobre o papel fiscalizador da CGU sobre os recursos 
federais repassados a estados e municípios.
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3.1. O SIOPE PARA MONITORAMENTO DOS GASTOS NA EDUCAÇÃO
 O SIOPE, instituído pela Portaria Ministerial MEC nº. 06, de 20 de junho de 2006, e opera-
cionalizado pelo FNDE, surgiu como resposta a uma demanda do então Ministro da Educação, Cris-
tovam Buarque (2003), que almejava identificar o quanto se investia na educação pública brasileira. 
Conforme publicado no sítio do FNDE:

“O SIOPE é uma ferramenta eletrônica instituída para coleta, processamento, disseminação e acesso pú-

blico às informações referentes aos orçamentos de educação da União, dos estados, do Distrito Federal e 

dos municípios, sem prejuízo das atribuições próprias dos Poderes Legislativos e dos Tribunais de Contas.” 

(BRASIL, FNDE, 2019).

 Esse sistema possibilita que entes federativos registrem, bimestralmente, as receitas e despe-
sas realizadas com a educação pública, incluindo a remuneração de profissionais do magistério e as 
despesas custeadas com recursos de programas federais relacionados, como o Programa Nacional 
de Alimentação Escolar (PNAE) e Programa Nacional de Apoio ao Transporte do Escolar (PNATE). 
Embora os dados sejam de natureza declaratória, há uma série de regras de integridade, embutidas 
no sistema, que checam os dados lançados antes da transmissão ao Conselho de Acompanhamento e 
Controle Social do FUNDEB (CACS) e ao FNDE. Por exemplo, o sistema informa se há omissão de 
alguma receita, proveniente de impostos, que se encontra lançada nos sistemas da STN; ou quando há 
alunos na Educação Infantil, declarados no Censo Escolar (INEP), sem o registro de despesas nesta 
mesma modalidade de ensino.
 Após a validação dos dados, o sistema indica se cada ente federativo atinge os percentuais 
legalmente estabelecidos – tendo em vista que o artigo 212 da Constituição Federal (BRASIL, 1988) 
decreta que os estados e municípios devem aplicar o mínimo de 25% da receita de impostos e trans-
ferências no MDE. Ainda, a Lei no 9.394/96 (BRASIL, 1996) – Lei de Diretrizes e Bases da Educação 
Nacional (LDB) – especifica, em seu artigo 70, as despesas elegíveis com recursos do MDE:

Art. 70. Considerar-se-ão como de manutenção e desenvolvimento do ensino as despesas [...]:

I - remuneração e aperfeiçoamento do pessoal docente e demais profissionais da educação;

II - aquisição, manutenção, construção e conservação de instalações e equipamentos necessários ao ensino;

III – uso e manutenção de bens e serviços vinculados ao ensino;

IV - levantamentos estatísticos, estudos e pesquisas visando precipuamente ao aprimoramento da quali-

dade e à expansão do ensino;

V - realização de atividades-meio necessárias ao funcionamento dos sistemas de ensino;

VI - concessão de bolsas de estudo a alunos de escolas públicas e privadas; [...]

VIII - aquisição de material didático-escolar e manutenção de programas de transporte escolar. (BRASIL, 

1996)

 Há penalidades impostas às unidades que não utilizem o SIOPE. A inserção, atualização e 
transmissão dos dados aos CACS e ao FNDE são obrigatórias e com prazos definidos, sob pena de blo-
queio de repasses dos recursos financeiros (transferências voluntárias e de convênios com o Governo 
Federal) e de situação irregular no Serviço Auxiliar de Informações para Transferências Voluntárias 
(CAUC).
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 Finalmente, o sistema permite a geração periódica de indicadores da gestão educacional, sub-
sidiando a definição, implementação e monitoramento de políticas públicas educacionais por diversos 
atores, conforme mostra a figura abaixo.
Figura 2 – Rede de Parceiros do SIOPE

 

Fonte: BRASIL, MEC (2018).

 De todo modo, o SIOPE é uma importante ferramenta para o acompanhamento e a avaliação 
dos gastos públicos em educação – tanto pelo Ministério da Educação/FNDE e órgãos de controle, 
como pelos gestores educacionais e CACS. Ademais, as informações registradas, em conjunto com 
indicadores e relatórios consolidados, são disponibilizadas pelo FNDE em página na internet para 
acesso pelos cidadãos, assegurando a transparência e o controle social dos recursos públicos destina-
dos à educação. 

3.2. DESPESAS COM O FUNDEB
 Há no SIOPE o registro de uma importante fonte de recursos: trata-se do FUNDEB. Esse fun-
do foi criado em 2006 por meio da Emenda Constitucional nº. 53/2006, em substituição ao Fundo de 
Manutenção e Desenvolvimento do Ensino Fundamental e de Valorização do Magistério (FUNDEF), 
e encontra-se regulamentado pela Lei no 11.494/2007 (BRASIL, 2007). Todos os recursos do FUN-
DEB devem ser aplicados, exclusivamente, na Educação Básica (particularmente, na valorização do 
magistério) – esse montante atingiu, conforme a figura abaixo, o valor de R$ 150 bilhões em 2018. Sua 
vigência encerrou-se em 2020, mas um projeto de lei foi criado para torná-lo permanente.
Figura 3 – Evolução dos Investimentos do FUNDEB
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Fonte: JEDUCA (2019).

 O FUNDEB é um fundo especial e redistributivo, de natureza contábil e de âmbito estadual. 
Conforme a figura seguinte, é formado por 20% dos recursos provenientes dos impostos e transferên-
cias dos estados e municípios, e por parcela financeira de recursos federais (a título de complementa-
ção). Posteriormente, valores são recalculados (com base no custo por aluno, calculado pelo FNDE, e 
o número de alunos matriculados, levantado pelo INEP) e redistribuídos aos entes, de forma propor-
cional e igualitária.
Figura 4 – Composição e redistribuição do FUNDEB

 

Fonte: QUEIROZ (2020).

 Essa redistribuição procura garantir o valor mínimo nacional por aluno/ano a cada ente fede-
rativo, contribuindo para diminuir as desigualdades de recursos entre as redes de ensino e universali-
zar a oferta de ensino a todos os cidadãos.
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3.3. O PAPEL DA CONTROLADORIA-GERAL DA UNIÃO
 Na esfera federal, a CGU é o órgão central do Sistema de Controle Interno (SCI), do Sistema 
de Correição e do Sistema de Ouvidoria do Poder Executivo (BRASIL, CGU, 2020), e a ela compete 
desenvolver funções de defesa do patrimônio público, de controle interno, de auditoria pública, de 
correição e de ouvidoria, além de ações para a promoção da transparência; para o incentivo à integri-
dade pública; e para a prevenção e combate à corrupção. 
 O Regimento Interno da CGU (BRASIL, CGU, 2020b) dispõe sobre a sua estrutura organi-
zacional, cabendo à Secretaria Federal de Controle Interno (SFC) exercer as competências de órgão 
central do SCI do Poder Executivo Federal e, ainda: 

XIV - fiscalizar e avaliar a execução dos programas de governo [...];

XVI - realizar auditorias sobre a gestão dos recursos públicos federais [...];

XVIII - apurar atos ou fatos ilegais ou irregulares praticados por agentes públicos ou privados na utiliza-

ção de recursos públicos federais [...].

 Entre as atividades desempenhadas no controle interno, está a Avaliação dos Programas de 
Governo (AEPG) e a Fiscalização em Entes Federativos (FEF), que verificam a regularidade da apli-
cação de recursos públicos federais repassados aos estados e municípios. Estes instrumentos passam 
por constantes melhorias, como a criação da Matriz de Vulnerabilidade em 2015, uma ferramenta de 
análise de risco composta por doze indicadores – esta gera um ranking de municípios com maiores 
fragilidades na aplicação dos recursos, e do qual são selecionados aqueles a serem fiscalizados. 
 Com relação aos recursos federais provenientes do FUNDEB para os municípios, a CGU reali-
za ações de fiscalização, em campo, nos municípios escolhidos pela Matriz de Vulnerabilidade ou por 
sorteios públicos. Essas ações resultam em Relatórios de Avaliação, com análises detalhadas sobre atos 
de execução operacional e financeira do FUNDEB - como, por exemplo, sobre a adequação da folha de 
pagamentos dos profissionais do magistério ou sobre a correta execução de processos de contratação 
de fornecimento de bens e serviços destinados às escolas. 
 Alguns relatórios – em especial, os resultantes da FEF em dois municípios do estado do Piauí, 
produzidos em 2016 (BRASIL, CGU, 2019a e 2019b); e em um município do estado do Maranhão, 
produzido em 2019 (BRASIL, CGU, 2020a) – apontaram para irregularidades na aplicação dos recur-
sos FUNDEB, repassados às prefeituras municipais, entre elas:

• Realização de despesas inelegíveis com recursos do FUNDEB, ou despesas incompatíveis com o objetivo 

do FUNDEB;

• Pagamento de profissionais sem comprovada atuação na docência;

• Realização de gastos sem apresentação de documentos comprobatórios; 

• Pagamentos efetuados por serviços não recebidos;

• Superfaturamento por quantidade na aquisição de bens, móveis, equipamentos e materiais permanentes 

com recursos do FUNDEB;

• Superfaturamento por quantidade na execução de obras de construção, reforma e ampliação de escolas 

com recursos do FUNDEB.

 Pode-se afirmar que metodologias e instrumentos para o controle interno auxiliam no pro-
cesso de seleção dos municípios e possibilitam, quando em campo, a detecção das irregularidades 
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existentes. Não obstante, com a disponibilidade das informações de receitas e despesas no SIOPE (no 
período de 2005 a 2019) e com o uso concomitante de cruzamento de bases de dados, de técnicas esta-
tísticas e de algoritmos de mineração de dados, é possível agregar valor aos métodos existentes – como 
a Matriz de Vulnerabilidade – no sentido de indicar perspectivas ainda não exploradas.

3.4. IDENTIFICAÇÃO DE PROBLEMAS OU DESAFIOS
 O artigo 212 da Constituição Federal (BRASIL, 1988) e a LDB (BRASIL, 1996) fomentam a 
descentralização da Educação Básica e a municipalização do ensino fundamental, concedendo auto-
nomia para que estados e municípios organizem e mantenham as instituições oficiais de seus sistemas 
de ensino. Entretanto, essa descentralização administrativa, em um país de grande extensão territorial, 
gera um sistema educacional de proporções colossais – mais de 180 mil escolas de Educação Básica e 
48 milhões de matrículas, conforme o Censo Escolar de 2019 (BRASIL, INEP, 2020). Ainda, o subs-
tancial volume de recursos financeiros (em bilhões de reais), investido pelo Governo Federal, resulta 
em um modelo de financiamento de difícil monitoramento e, consequentemente, em uma maior com-
plexidade dos mecanismos de controle interno. 
 Além da CGU como órgão de controle interno, há ainda a atuação do FNDE, que realiza o 
monitoramento das aplicações dos recursos do FUNDEB em estados e municípios por meio do SIOPE 
(BRASIL, MEC, 2018); e a atuação dos CACS, que são incumbidos de desempenhar o acompanha-
mento e controle social sobre a distribuição, o planejamento e a aplicação dos recursos do FUNDEB 
(BRASIL, CGU, 2019d), bem como de analisar as contas informadas no SIOPE pelos entes federativos. 
Esclarece-se que “monitorar” não tem o mesmo sentido de “fiscalizar”, conforme nota emitida pelo 
MEC:

“A fiscalização e o controle quanto à aplicação dos recursos do Fundeb [...] competem aos tribunais de 

contas locais e ao Ministério Público dos estados, resguardada a competência do Ministério Público Fe-

deral, para os estados que recebem o aporte federal de recursos. Ao MEC, por meio do FNDE, compete o 

monitoramento quanto à aplicação, que é feito por meio do SIOPE [...]. Porém, o Siope é um sistema de 

monitoramento cuja base é declaratória. Significa que a fiscalização e o controle só são exercidos direta-

mente para fins de realização de auditoria, inspeção e eventual punição, pelos tribunais de contas locais e 

pelo Ministério Público.” (ARCOVERDE e TOLEDO, 2019) 

 Todavia, o Relatório de Auditoria Anual de Contas (AAC), sobre a prestação de contas do 
FNDE como unidade auditada (BRASIL, CGU, 2019c), apontou para as seguintes constatações sobre 
o SIOPE como sistema de controle da aplicação dos recursos do FUNDEB:
a. a atuação das diversas instâncias de controle adicionais (MEC, FNDE, CACS) não são sufi-
cientes para evitar perdas, desvios e/ou fraudes nas aplicações dos recursos do FUNDEB, detectadas 
e documentadas em diversos relatórios de auditoria elaborados pela CGU (BRASIL, CGU, 2019a, 
2019b, 2020a); 
b. a apresentação dos relatórios gerados pelo SIOPE em seu sítio: “não permitem perceber a situ-
ação da educação nos entes, exigindo trabalho especializado para tratamento dos dados, compreensão 
das informações e criação de parâmetros que dêem significado aos números. É a comparação dos gastos e 
dos resultados entre entes federativos semelhantes que permite qualificar a atuação do controle” (BRASIL, 
CGU, 2019c).
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c. os CACS não dispõem das informações gerenciais adequadas para a sua atuação como instân-
cia de controle.
 Em levantamento realizado pela CGU/CGEBC sobre os Acórdãos da Corte de Contas, verifi-
cou-se que o TCU, no Acordão nº 618/2014 – Plenário (BRASIL, TCU, 2020), avaliou o SIOPE quanto 
à confiabilidade das informações sobre os gastos com MDE e listou as seguintes constatações, dentre 
outras: 
a. impossibilidade de atestar que as informações prestadas pelos entes federados no SIOPE refle-
tem os gastos em MDE, e que a despesa de pessoal é fidedigna;
b. validação de informações antes da transmissão dos dados ocorre somente em itens de receitas 
– itens relativos às despesas não possuem o mesmo nível de controle. 
 Diante dos fatos mencionados, os principais problemas identificados são: difícil monitora-
mento dos investimentos em educação; alta complexidade dos mecanismos de controle interno; re-
latórios gerenciais do SIOPE inadequados para uso pelos CACS; e ausência de validação prévia de 
informações no SIOPE para itens de despesa.

3.5. OBJETIVOS DE NEGÓCIO E DA MINERAÇÃO DE DADOS 
 Dado todo o contexto até o momento, deu-se prioridade ao problema: “Relatórios gerenciais 
do SIOPE inadequados para uso pelos CACS” e formulou-se o seguinte objetivo de negócio: realiza-
ção de técnicas de análise exploratória e de mineração de dados nas despesas vinculadas à Educação 
Básica, com o intuito de produzir informações de valor agregado para as instâncias de controle. Como 
consequência, estas informações poderão fornecer subsídios complementares à Matriz de Vulnerabi-
lidade para os trabalhos da CGU, bem como poderá melhorar o acompanhamento da aplicação dos 
recursos pelo FNDE e CACS.
 Neste trabalho, foi estabelecido o escopo inicial de indicar os municípios com discrepâncias 
nos seus gastos com o Ensino Fundamental em 2018 – ou seja, com despesas inconsistentes em com-
paração a um determinado padrão, podendo estas serem indícios de falhas ou de irregularidades nos 
gastos públicos. Como critério de sucesso, espera-se obter ao menos 1% de entes federativos com 
discrepâncias nos seus gastos educacionais declarados, e que alguns entes sejam identificados como 
anômalos em todos os algoritmos de detecção a serem utilizados.
 Com relação à mineração de dados, foram estabelecidos os seguintes objetivos: 

a. Realizar análises exploratórias nos dados para gerar novos conhecimentos; 
b. Utilizar ao menos três técnicas de clusterização para a criação de grupos de municípios 
semelhantes;
c. Em um cluster de municípios semelhantes, utilizar ao menos cinco algoritmos de detecção 
de anomalias nas despesas desses municípios.

4. FASE DE ENTENDIMENTO E PREPARAÇÃO DOS DADOS
 Essas fases envolvem a coleta, exploração e tratamentos sobre os dados; e ocorreram simulta-
neamente ao longo da execução deste trabalho. Ao final do capítulo, tem-se os seguintes dataframes: 
dataframe de despesas (dados tabulares) para uso por análises exploratórias, no qual cada registro 
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representa dados de uma despesa; e dataframe de municípios para uso pelas técnicas de clusterização, 
no qual cada registro representa um município com o seu vetor de características. Ambos os datafra-
mes contêm apenas as despesas municipais.

4.1. ENTENDIMENTO DOS DADOS DO SIOPE MUNICIPAL
 São descritos os componentes existentes no SIOPE para familiarização com o domínio da apli-
cação: grupos de despesas, programas, subfunções da educação e contas contábeis.

4.1.1.  Programas Vinculados
 Trata-se de recursos do FNDE repassados aos entes federativos e, naturalmente, este campo é 
preenchido somente para os registros do grupo de Despesas Vinculadas. No SIOPE Municipal de 208 
para o Ensino Fundamental, estão registrados os seguintes programas:

• PNAE, PNATE, PDDE; 
• Vinculadas a Contribuição Social do Salário-Educação;
• Outras Transferências de Recursos do FNDE;
• Transferências de Convênios – Educação;
• Outros Recursos Destinados à Educação;
• Ação Judicial FUNDEF – Precatórios.

4.1.2.  Grupos de Despesas 
 As despesas são classificadas em grupos, descritos na tabela abaixo.
Tabela 1 - Descrição de cada Grupo de Despesa

Despesas próprias custeadas com 
impostos e transferências

São despesas vinculadas aos recursos próprios de cada ente, ou seja, tem como 
fonte o Tesouro do Estado, do Distrito Federal ou do Município.
Não poderão ser consideradas as despesas com convênios, recursos transferidos 
pelo FNDE, royalties de petróleo e indenizações.
Algumas despesas devem cumprir o percentual mínimo de 25% no MDE.

Despesas efetuadas com os recur-
sos do FUNDEB

Fundo especial formado por parcela de recursos federais e por recursos prove-
nientes dos impostos e transferências dos entes federativos.
Devem ser empregados exclusivamente em ações de manutenção e desenvolvi-
mento da Educação Básica pública. No caso de municípios, somente são dispo-
nibilizadas as modalidades de ensino Educação Infantil (creche e pré-escola) e 
Ensino Fundamental.
Mínimo de 60% destinados à remuneração dos profissionais do magistério.

Máximo de 40% destinados nas demais ações de MDE.

Dos 25% das receitas de impostos e transferências destinadas ao MDE, 20% de 
algumas comporão o FUNDEB.
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Fonte: Elaborada pelo autor (2020).

4.1.3. Subfunções da Educação estruturadas em Pastas e SubPastas
 A inclusão de despesas no SIOPE atende ao modelo orçamentário brasileiro, utilizando a clas-
sificação funcional e programática. Conforme a Portaria no 42, de 14 de abril de 1999, do Ministério 
do Planejamento, a função representa o maior nível de agregação das diversas áreas de despesas que 
competem ao setor público (BRASIL, MPDG, 1999). Diz respeito, portanto, à área de ação do governo 
(educação, saúde, previdência social, etc.). Por tratar da função educação, a tabela abaixo lista as sub-
funções da educação cadastradas no sistema. 
Tabela 2 - Subfunções da Função Educação no SIOPE Municipal.

Despesas custeadas com recursos 
vinculados

Despesas custeadas com recursos de programas federais de educação como: 
PNAE, PNATE, PDDE, entre outros.
Recursos legalmente vinculados a uma finalidade específica.

Recursos recebidos provenientes de transferências constitucionais, co-mo: Sa-
lário-Educação, alimentação (merenda), transporte, Programa Dinheiro Direto 
na Escola, de transferências voluntárias (convênios) firmados com as unidades 
federativas, recursos provenientes de royalti-es do petróleo, etc.
Não contam como MDE.

Subfunção típica da educação
modalidade de ensino

361 - Ensino Fundamental (EF)
362 – Ensino Médio (EM)
363 – Ensino Profissional (Qualif. para o Trabalho)
364 – Ensino Superior (ES)
365 – Educação Infantil (EI)
366 – Educação de Jovens e Adultos (EJA)
367 – Educação Especial (EE)

Pode ser
Pasta Pai/ 

Pasta

Subfunção de apoio administrativo
(de infraestrutura)

121 – Planejamento e Orçamento
122 – Administração Geral
123 – Administração Financeira
125 – Normatização e Fiscalização
126 – Tecnologia da Informação
128 – Formação de Recursos Humanos
131 – Comunicação Social

Apenas Pasta

Subfunção Outras 
considerada no cálculo do MDE

331 – Proteção e Benefícios ao Trabalhador (*)
722 – Telecomunicações (Educação a Distância)
782 – Transporte Escolar (*)
841 – Refinanciamento da Dívida Interna (*)
842 – Refinanciamento da Dívida Externa (*)
843 – Serviço da Dívida Interna (*)
844 – Serviço da Dívida Externa (*)
846 – Outros Encargos Especiais (*)

Apenas Pasta
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(*) São também consideradas subfunções de apoio administrativo e se localizam como subpastas abaixo de 

alguma modalidade de ensino (Pasta Pai de numeração 361 a 365).

Fonte: Elaborada pelo autor (2020), adaptado de BRASIL, MEC (2018).

 Na alocação de uma dada despesa, após a escolha do grupo de despesa, seleciona-se uma ou 
mais subfunções que a representem, conforme demonstrado na Figura 5. Por tratar-se de uma hie-
rarquia de subfunções, convencionou-se pelo uso dos campos Pasta_Pai e Pasta - a Pasta_Pai trata-se 
de uma subfunção típica (a modalidade de ensino) ou do item “Despesas Próprias Custeadas com 
Impostos e Transferência” – referentes às subfunções 242, 243, etc. que são despesas da escola que 
independem de uma modalidade de ensino. A Pasta é somente uma outra subfunção, subordinada à 
Pasta_Pai.
 Na figura seguinte, abaixo de subfunções típicas de numeração 361 a 365 (modalidades de 
ensino) estão desdobradas as subfunções de apoio administrativo. Estas são atividades-meio que favo-
recem o desenvolvimento das atividades escolares e influenciam, indiretamente, para a execução das 
subfunções típicas – naturalmente, são despesas rateadas pelo número de matrículas de cada modali-
dade de ensino, subsidiando os cálculos do custo por aluno e facilitando a apuração, em nível nacio-
nal, do quanto se gasta em cada uma destas áreas (BRASIL, MEC, 2018).
Figura 5 - Hierarquia de Subfunções utilizadas para classificar uma despesa

Subfunção Outras
NÃO considerada no cálculo do 
MDE

242 – Assistência ao Portador de Deficiência
 243 – Assistência à Criança e ao Adolescente
 271 – Previdência Básica
 272 – Previdência do Regime Estatutário
273 – Previdência Complementar
274 – Previdência Especial
306 –  Alimentação e Nutrição - Merenda Escolar (*)
 392 – Difusão Cultural
695 - Turismo
812 – Desporto Comunitário
813 – Lazer

Apenas Pasta
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Fonte: BRASIL, MEC (2018).

4.1.4. Contas Contábeis (Natureza e Elemento da Despesa)
 O Plano de Contas Contábeis no SIOPE segue as determinações do Manual Técnico de Or-
çamento (MTO), base para a elaboração dos Orçamentos Fiscal e da Seguridade Social da União 
(BRASIL, MPDG, 1999). Conforme a Figura 6, após a seleção do grupo de despesa e das subfunções 
(no lado esquerdo), são apresentadas, no lado direito, as contas contábeis hierarquizadas em analíticas 
(na cor em branco) e sintéticas (na cor em azul, desabilitados para preenchimento). Escolhe-se, enfim, 
a conta mais relacionada à despesa sendo registrada. A cor amarela é a conta que está, no momento, 
selecionada pelo usuário na aplicação.
Figura 6 - Uso de conta contábil para classificar uma despesa

 

Fonte: BRASIL, MEC (2018).

4.2. PREPARAÇÃO DOS DADOS – DATAFRAME DE DESPESAS
4.2.1. Coleta e limpeza dos dados
 O escopo da seleção dos dados do SIOPE Municipal se restringiu às despesas dos municípios 
no ano de 2018, com os atributos mais relevantes conforme listados na tabela abaixo. Procedimentos 
de limpeza estão resumidos na Tabela 4.
Tabela 3 - Campos do modelo de dados do SIOPE relevantes para o trabalho

CodUF Código da UF
NomeUF Nome da UF
SigUF Sigla da UF
CodMunicipio Código do município
NomeMunicipio Nome do município
Classif_Pasta Equivale ao Grupo de Despesa (Próprias, FUNDEB, Vinculadas).
NomePrograma Nome do Programa do FNDE (somente para despesas vinculadas).
CodPasta_Pai Código da Pasta Pai (representa a modalidade de ensino).
NomePasta_Pai Nome da Pasta Pai (representa a modalidade de ensino).
CodPasta Código da Pasta (subfunção da educação).
NomePasta Nome da Pasta (subfunção da educação).
CodCC Número da conta contábil, sem pontos. Ex. 34490523400.

Cod_CC_f
Número da conta contábil com pontos que separam grupos de dois dígitos. Ex. 
3.44.90.52.34.00

NomeCC Nome da conta contábil. Ex. Máquinas, Utensílios e Equip. Diversos.
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Fonte: Elaborada pelo autor (2020).

 Estes dados foram acessados no ambiente Jupyter Notebook (PROJECT JUPYTER, 2019) 
e consolidados em diferentes dataframes, por meio do emprego de linguagem Python (PYTHON, 
2001) e de uma diversidade de bibliotecas, entre elas: Pandas para análise de dados (THE PANDAS 
PROJECT, 2019); PYODBC para conexão ao banco de dados; e SEABORN (SEABORN, 2019) para a 
geração de gráficos. Para uso dos algoritmos de mineração de dados (clusterização), foram utilizados 
os módulos da biblioteca de aprendizagem de máquina de código aberto SCIKIT-LEARN (PEDRE-
GOSA, 2011).
Tabela 4 - Procedimentos de limpeza dos dados

Fonte: Elaborada pelo autor (2020).

4.2.2. Inclusão de colunas: “Classificação” e “Tipo de Gasto”
 A coleta de dados lista todas as contas contábeis sintéticas (agrupadas) e analíticas (nas quais 
valores são efetivamente inseridos). Desta forma, tornou-se necessário indicar a classificação das con-
tas em sintéticas e analíticas, para que o dataframe de despesas contivesse somente as analíticas que 
seriam submetidas à análise de dados. 
Figura 7 – Quantitativo de registros de contas analíticas e contas sintéticas

Fonte: Elaborada pelo autor (2020).

Cod_NomeCC_f
Campo que junta o Nome ao Código da Conta Contábil - necessário porque há 
contas contábeis diferentes que apresentam o mesmo nome.

Dotação Atualizada (DA)
Dotação prevista no Orçamento (mais as suplementações, menos as anulações 
registradas).

Desp. Empenhadas (DE)
Despesa originária de ato emanado de autoridade competente que cria para o Esta-
do uma obrigação de pagamento.

Desp. Liquidadas (DL)
Verificação do direito adquirido pelo credor, com base em documentos comproba-
tórios da entrega do material ou da prestação de serviço.

Desp. Pagas (DP) Consiste na quitação do bem adquirido ou do serviço contratado.

DA, DE, DL, DP
Campos nulos foram preenchidos com valor ZERO (se deve a alguns tipos de des-
pesa não preenchidos pelos entes federativos – consequência do pivoteamento na 
coluna “Tipo de Despesa”).

Nome Programa
Este campo se aplica somente para Despesas Vinculadas. Demais registros (despe-
sas próprias e FUNDEB) com valor nulo foram atualizados para "Não se aplica".

CodPasta Pai

Campos nulos foram atualizados para "Não se aplica", pois são referentes às sub-
funções que não se encaixam em alguma modalidade de ensino. Embora nulo, o 
campo NomePasta_Pai está preenchido com o valor “Despesas Próprias Custeadas 
com Impostos e Transferências”. 
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 Ademais, em virtude de um grande número de contas contábeis (mais de 300 contas), cada 
conta contábil analítica foi classificada, manualmente, em uma categoria de gasto mais genérico, com 
o intuito de consolidar as contas em 9 grandes grupos de tipo de gasto: Remuneração, Formação, 
Didático, Alimentação, Transporte, Manutenção, Investimentos, Conveniadas e Outros. Essa classifi-
cação foi realizada pela equipe da CGU, sendo validada por um gestor do SIOPE no FNDE. A figura 
abaixo exibe a contagem de despesas analíticas em cada grupo de Tipo de Gasto.
Figura 8 – Contagem de despesas analíticas em cada Tipo de Gasto

Fonte: Elaborada pelo autor (2020).

4.2.3. Inclusão de dados adicionais: dados econômicos e demográficos
 As tentativas iniciais de modelagem nas despesas não produziram bons resultados, pois não 
é recomendável comparar todas as despesas sem o devido cuidado com as particularidades de cada 
município (municípios maiores, com mais professores e alunos, gastam muito mais e vice-versa). Em 
vista disso, houve um retorno à fase de preparação de dados para a inclusão de dados externos que 
caracterizassem os municípios para fins de clusterização. A tabela abaixo resume os dados externos 
adicionados ao dataframe de despesas. 
Tabela 5 – Dados de fontes externas adicionados ao estudo das despesas municipais

Fonte: Elaborada pelo autor (2020).

 Os quantitativos de matrículas, por modalidade de ensino e para cada município, são dados 
fornecidos pelo INEP e cadastrados no SIOPE. Com relação aos quantitativos de escolas e professores, 
as condições de seleção foram obtidas do documento “Filtros da Educação Básica” do INEP, que trata 
de instruções para a utilização dos Microdados do Censo da Educação Básica - 2018 (BRASIL, INEP, 

Dados do IBGE
Código do município IBGE; região, mesoregião e microregião; população nos 5.570 
municípios brasileiros (BRASIL, IBGE, 2019).

Dados do SIOPE e INEP

Dados referentes ao contexto educacional de cada município:
1) quantitativos de matrículas, por modalidade de ensino (subfunções 361 a 367), 
para cada município (dados do INEP previamente cadastrados no SIOPE);
2) quantitativos de escolas e de professores (dados do INEP); 
3) Índice de Desenvolvimento da Educação Básica (IDEB); e
4) Taxa de evasão (2014/2015) para dependência administrativa pública. 

Dados do PNUD 
Dados referentes ao Índice de Desenvolvimento Humano Municipal (IDHM), para 
cada município: IDHM Educação, IDHM Longevidade e IDHM Renda.
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2019e), e executadas na base de dados do INEP.
 O Índice de Desenvolvimento da Educação Básica (IDEB) (BRASIL, INEP, 2019a), elaborado 
pelo MEC, é um indicador de qualidade dos ensinos fundamental e médio, abrangendo as redes pú-
blica e privada, sendo resultado do cruzamento do desempenho (Prova Brasil e Avaliação Nacional da 
Educação Básica - ANEB) com o rendimento escolar (aprovação). Foram acrescentados ao dataframe 
de despesas os seguintes indicadores:

• IDEB Anos Iniciais (IDEB_AI) e  IDEB Anos Finais (IDEB_AF): se referem às notas IDEB – 
Ensino Fundamental (EF) - Anos Iniciais e Anos Finais (referência 2017) de cada município 
(apenas a nota das escolas urbanas da rede municipal); e
• IDEB Ensino Médio (IDEB_EM): se refere às notas IDEB - Ensino Médio (referência 2017) 
de cada município (apenas a nota das escolas da rede estadual).

 A taxa de evasão representa a proporção de alunos que, em 2014 estavam matriculados na série 
k (etapa de ensino seriada do ensino fundamental ou médio), e em 2015 não estavam matriculados. 
No momento em que se buscou estes dados, a taxa mais recente disponibilizada era com relação ao 
ano de 2014 para o ano de 2015.
 Com relação ao Índice de Desenvolvimento Humano Municipal (IDHM), gerado pelo Progra-
ma das Nações Unidas para o Desenvolvimento (PNUD) – trata-se de medida composta de indica-
dores de três dimensões do desenvolvimento humano: longevidade, educação e renda, para avaliar o 
desenvolvimento dos municípios brasileiros (BRASIL PNUD, 2019). 

• IDHM Educação (IDHM_E): média geométrica do subíndice de frequência de crianças e 
jovens à escola, com peso de 2/3, e do subíndice de escolaridade da população adulta, com 
peso de 1/3.
• IDHM Longevidade (IDHM_L): obtido a partir do indicador Esperança de vida ao nascer 
(valores mínimo e máximo são 25 e 85 anos, respectivamente).
• IDHM Renda (IDHM_R): obtido a partir do indicador Renda per capita (valores mínimo e 
máximo são 8,00 e 4.033,00).

4.2.4. Filtro dos dados para contexto ao Ensino Fundamental
 Conforme escopo delimitado para o presente trabalho, manteve-se no dataframe de despesas 
apenas os registros do Ensino Fundamental. 
Figura 9 – Quantidade de registros de despesas analíticas em cada modalidade de ensino
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Fonte: Elaborada pelo autor (2020). 

 Entende-se que cada modalidade de ensino utiliza subfunções e contas contábeis diferencia-
das. É provável que o Ensino Médio, por exemplo, tenha muito mais gastos com a infraestrutura de 
laboratórios (Física, Química e Biologia) do que o Ensino Fundamental e a Educação Infantil (que não 
terá esse tipo de gasto). Consequentemente, os estudos devem ser realizados, de forma separada, por 
modalidade de ensino - e o presente trabalho se limitou aos estudos das despesas aplicadas no Ensino 
Fundamental (registros de campo CodPasta_Pai igual ao valor 361) – lembrando-se que são incluídas 
as modalidades Ensino de Jovens e Adultos e Educação Especial no contexto do Ensino Fundamental.

4.2.5. Resumo do dataframe de despesas
 Após a realização de todos os tratamentos, tem-se um dataframe de despesas municipais exe-
cutadas para o Ensino Fundamental, no ano de 2018 – suas principais características estão resumidas 
na figura abaixo. Alguns comentários se fazem necessários: 

• Há o total de 4.989 municípios, pois nem todos os municípios havia entregue a declaração 
das contas no momento do recebimento do sistema SIOPE pela CGU;
• Alguns campos inseridos inicialmente no dataframe (“Custo da educação por aluno” e “Des-
pesa da educação com Professor, por Aluno”) foram descartados por apresentarem inconsis-
tências que prejudicariam a eficácia dos algoritmos de mineração de dados;
• Os valores zero existentes para as variáveis “IDHM dos Municípios”, “Número de matrículas 
no EF”, “IDEB – EF Anos Iniciais”, “IDEB – EF Anos Finais” e “Custo da educação por Aluno” 
significam a ausência de dados (não houve valores registrados dessas variáveis para determi-
nados municípios);  
• Os valores zero existentes para a variável  Taxa de Evasão significam que realmente não hou-
ve evasão de alunos. 

Figura 10 – Resumo dos atributos do dataframe de despesas municipais



Revista Cadernos de Finanças Públicas, Brasília, v. 01, Edição Especial, p. 1-57, feb. 2022

22

Fonte: Elaborada pelo autor (2020).

Tabela 6 – Descrição dos campos presentes no dataframe de despesas

CodUF, NomeUF, SigUF Informações da UF.

CodMun, CodIBGE, CodIBGE_
Completo, NomeMunicipio

Informações do Município.

Regiao, MesoRegiao, NomeMeso-
Regiao, MicroRegiao, NomeMi-
croRegiao

Informações da Região.

NomePrograma Nome do Programa do FNDE (somente para despesas vinculadas).
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(*) Valores zero significam valores ausentes, não informados.

Fonte: Elaborada pelo autor (2020).

4.3. PREPARAÇÃO DOS DADOS – DATAFRAME DE MUNICÍPIOS 
 A execução de determinados algoritmos de mineração de dados pressupõe um formato de 
dados de entrada no qual cada objeto seja representado por um vetor de atributos (ou vetor de carac-
terísticas). Em virtude disso, outras preparações foram realizadas nos dados.

GrupoDespesa Próprias, FUNDEB ou Vinculadas.
Tipo de Gasto Classificação da conta contábil em um tipo de gasto mais genérico.
CodPasta_Pai e NomePasta_Pai Representa a modalidade de ensino.
CodPasta e NomePasta Representa a subfunção da educação.
CodCC Número da conta contábil, sem pontos. Ex. 34490523400.

CodCC_f
Número da conta contábil com pontos que separam grupos de dois dígitos. Ex. 
3.44.90.52.34.00

NomeCC Nome da conta contábil. Ex. Máquinas, Utensílios e Equip. Diversos.

Cod_NomeCC
Campo que junta o Nome ao Código da Conta Contábil - necessário porque há 
contas contábeis diferentes que apresentam o mesmo nome.

Cod_NomeCC_f Campo que junta o Nome ao Código da Conta Contábil formatado.

DA, DE, DL, DP
Tipo da Despesa (Dotação Atualizada, Despesa Empenhada, Despesa Liquidada 
e Despesa Paga).

Vlr_FUNDEB_STN
Campo adicionado ao dataframe por solicitação da CGEBC (fora do escopo do 
presente trabalho).

Pop_estimada População estimada do município (fonte: IBGE).
IDHM (*) IDHM (Fonte: PNUD).
IDHM_E (*) IDHM Educação (Fonte: PNUD). 
IDHM_L (*) IDHM Longevidade (Fonte: PNUD). 
IDHM_R (*) IDHM Renda (Fonte: PNUD). 
QtdEscolas Quantidade de escolas (Fonte: INEP).  
QtdDocentes Quantidade de professores (Fonte: INEP).
NUM_MATR_361 (*) Número de alunos matriculados no Ensino Fundamental (Fonte: INEP).
NUM_MATR_362 Número de alunos matriculados no Ensino Medio (Fonte: INEP).
NUM_MATR_363 Número de alunos matriculados no Ensino Profissional (Fonte: INEP).
NUM_MATR_365 Número de alunos matriculados no Ensino Superior (Fonte: INEP).
NUM_MATR_365_1 Número de alunos matriculados na Educação Infantil (creche) (Fonte: INEP).

NUM_MATR_365_2
Número de alunos matriculados na Educação Infantil (pré-escola) (Fonte: 
INEP).

NUM_MATR_366 Número de alunos matriculados na Educação de Jovens e Adultos (Fonte: INEP).
NUM_MATR_367 Número de alunos matriculados na Educação Especial (Fonte: INEP).
IDEB_AI (*) Nota IDEB no Ensino Fundamental - Anos Iniciais (Fonte: INEP).
IDEB_AF (*) Nota IDEB no Ensino Fundamental - Anos Finais (Fonte: INEP).
IDEB_EM (*) Nota IDEB no Ensino Médio (Fonte: INEP).

TxEvasao_EF
Taxa de Evasão no Ensino Fundamental (Fonte: INEP).
Valores zero significam que não houve evasão de alunos.

CustoAluno (*)
Valor do Custo por Aluno (cálculo realizado pelo FNDE). 
Não será utilizado no presente trabalho.

DespesaProf
Valor das Despesas por Professor (cálculo realizado pelo FNDE). 
Não será utilizado no presente trabalho.
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4.3.1. Pivoteamento dos dados
 Para a geração de vetores de características, foi realizado um pivoteamento no dataframe de 
despesas – o resultado é um novo dataframe de municípios, no qual cada linha é um município e as 
colunas são todos os seus atributos. 
Tabela 7 – Criação de novas colunas após o pivoteamento dos dados

Fonte: Elaborada pelo autor (2020).

4.3.2. Consolidação de Contas Contábeis
 O dataframe de municípios resultante do pivoteamento apresentou um grande número de 
colunas (387), principalmente de contas contábeis. As análises exploratórias de dados, realizadas ini-
cialmente, comprovou um alto número de valores zerados para muitas dessas contas, o que motivou 
a substituição de algumas contas analíticas pela conta sintética equivalente, pois não se pretendeu 
analisar as contas contábeis em um nível muito detalhado. Em outras palavras, basta identificar os 
municípios que possuem anomalias em gastos relacionados com, por exemplo, Obrigações Patro-
nais (composta de 14 contas analíticas, conforme listado na Figura 11), e não em cada uma dessas 
14 contas. 
Figura 11 – Exemplo de uma conta contábil sintética a ser considerada no dataframe

Grupo Despesa Despesas Próprias, Despesas FUNDEB, Despesas Vinculadas.

Tipo de Gasto
tgRemun (Remuneração), tgFormacao (Formação), tgDidatico (Material Di-
dático), tgAlim (Alimentação), tgTransp (Transporte), tgManut (Manutenção), 
tgInvest (Investimentos), tgConv (Conveniadas), tgOutros (Outros)

Nome do Programa
Ação Judicial FUNDEF – Precatórios, Outros Recursos Destinados à Educação, 
Outras Transf Recursos do FNDE, Transf Convênios – Educação, PDDE, PNAE, 
PNATE, Vincul a Contrib Social do Salário-Educação.

Nome Pasta (subfunção)

Administração Financeira, Administração Geral, Planejamento e Orçamento, 
Alimentação e Nutrição - Merenda Escolar, Transporte Escolar, Comunica-
ção Social, Tecnologia da Informação, Despesas Custeadas com Recursos de 
Royalties de Petróleo e de Indenizações, Educação Especial, Educação de Jovens 
e Adultos, Ensino Fundamental, Ensino Fundamental - Exceto FUNDEB, 
Formação Recursos Humanos, Normatização e Fiscalização, Outros Encargos 
Especiais, Proteção e Benefícios ao Trabalhador, Refinanciamento da Dívida 
Externa, Refinanciamento da Dívida Interna, Serviço da Dívida Externa, Serviço 
da Dívida Interna 

Conta Contábil de 3.31.90.01.00.00 a 3.46.00.00.00.00 (mais de 300 contas contábeis analíticas)
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Fonte: Elaborada pelo autor (2020).

 A lista abaixo apresenta as contas contábeis nas quais se fez a substituição das contas analíticas 
pela sintética equivalente, gerando um novo dataframe com menos de 200 colunas.

• Contas (3.31.90.04.**) em Contratação por Tempo Determ. (3.31.90.04.00.00)
• Contas (3.31.90.11.**) em Vencimentos e Vantagens Fixas - Pessoal Civil (3.31.90.11.00.00)
• Contas (3.31.90.13.**) em Obrigações Patronais (3.31.90.13.00.00)
• Contas (3.33.50.43.**) em Subvenções Sociais (3.33.50.43.00.00)
• Contas (3.33.90.30.**) em Material de Consumo (3.33.90.30.00.00)
• Contas (3.33.90.36.**) em Outros Serviços de Terceiros - PF (3.33.90.36.00.00)
• Contas (3.33.90.39.**) em Serviços de Terceiros - PJ (3.33.90.39.00.00)
• Contas (3.33.90.47.**) em Obrigações Tribut. e Contributivas (3.33.90.47.00.00)
• Contas (3.44.90.51.**) em Obras e Instalações (3.44.90.51.00.00)
• Contas (3.44.90.52.**) em Equipam. e Material Permanente (3.44.90.52.00.00)

4.3.3. Resumo do dataframe de municípios
 Após a realização do pivoteamento e da consolidação de algumas contas contábeis, tem-se um 
dataframe de municípios com suas características: informações do IBGE (UF, região, população total); 
informações do INEP (quantidade de matrículas, escolas e professores; notas IDEB; taxa de evasão); 
informações do PNUD (IDHM); e informações de despesas, tipos de gastos, subfunções e contas con-
tábeis.
Figura 12 – Resumo dos atributos do dataframe de municípios
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Fonte: Elaborada pelo autor (2020).

5. FASE DE MODELAGEM
 Essa fase compreende a seleção e aplicação de técnicas para criar modelos e descobrir co-
nhecimentos. No presente trabalho, Análises Exploratórias de Dados (AED) foram realizadas para a 
descoberta de fatos relevantes. Em seguida, foram utilizadas as técnicas de Clusterização (para criar 
agrupamentos de municípios semelhantes) e Detecção de Anomalias (para identificar, em um deter-
minado cluster, as despesas anômalas). 

5.1. ANÁLISE EXPLORATÓRIA DE DADOS 
 A AED objetiva resumir e visualizar os dados antes de se criar modelos, permitindo entender 
as suas propriedades, inspecionar as suas características qualitativas e descobrir novos padrões (LEEK, 
2015). No presente trabalho, procedeu-se à AED com estatísticas descritivas e plotagem de gráficos, a 
fim de conhecer os dados e sintetizar suas características mais relevantes; de detectar padrões ocultos; 
e de identificar correlações entre as variáveis. 
 No dataframe de despesas, a intenção foi explorar extensivamente as despesas pagas dos mu-
nicípios com o Ensino Fundamental em 2018, de forma a:

• ter uma noção de ordem de grandeza dos montantes das despesas;
• detectar comportamentos dos totais de despesas pagas por grupo de despesa, subfunção, tipo 
de gasto e por contas contábeis; e
• preliminarmente, verificar a existência de despesas de valores anormais.

 No dataframe de municípios, o objetivo foi o estudo mais específico dos comportamentos das 
outras variáveis. Como exemplos destes estudos, pode-se citar:

• Como é a distribuição da população, das quantidades de escolas e professores? E dos indica-
dores do IDHM e do IDEB?
• Como se comporta cada grupo de despesa?
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• Quais as correlações existentes entre as variáveis? 
 Toda a AED realizada em ambos os dataframes se encontra em cadernos jupyter, que poderão 
ser consultados, caso necessário. 

5.2. CLUSTERIZAÇÃO DE MUNICÍPIOS SEMELHANTES
5.2.1. Objetivos da clusterização de municípios
 Nas análises exploratórias, foi possível perceber algumas correlações entre os dados – como a 
população com os quantitativos do INEP (acima de 0,86) e os índices IDHM com IDEB_AI (acima de 
0,50) - motivaram a clusterização de municípios semelhantes, sem considerar os dados de despesas ou 
de contas contábeis. Parte-se do pressuposto que municípios semelhantes (com populações similares, 
indicadores próximos e quantidades parecidas de escolas, professores e alunos matriculados) devem 
ter despesas educacionais também semelhantes, ao menos em mesma ordem de grandeza.
 Foram testados quatro algoritmos de clusterização – este capítulo detalha os dois algoritmos 
com os melhores resultados: k-Means e Agglomerative Clustering. Alguns resultados obtidos com o 
algoritmo DBSCAN são também demonstrados. 
 Após a criação dos agrupamentos dos municípios, alguns gráficos foram criados para facilitar 
a visualização da coerência destes conjuntos - ou seja, como forma de validar se determinado algorit-
mo foi capaz de separar bem os dados. 

5.2.2. Decisão sobre o escalonamento dos dados
 O escalonamento de variáveis é um método utilizado para padronizar um intervalo de vari-
áveis independentes, sendo também denominado de normalização de dados (SRIVASTAVA, 2019). 
Deve-se, portanto, uniformizar os dados de características dos municípios (IBGE, INEP e PNUD) em 
uma mesma escala, antes de se utilizar quaisquer algoritmos de clusterização - principalmente quando 
a similaridade se baseia no cálculo de distâncias entre os pontos. 
 Várias são as técnicas de escalonamento de variáveis – no presente trabalho, foram testadas as 
técnicas de escalonamento definidas na tabela abaixo para cada algoritmo de clusterização utilizado. 
Gráficos de população com quantidade de alunos matriculados (todos em valores escalonados) foram 
criados para fundamentar a escolha pelo scaler mais apropriado.
Tabela 8 – Técnicas utilizadas para a transformação de variáveis

Fonte: Elaborada pelo autor (2020), adaptado de (SRIVASTAVA, 2019).

Standard Scaler

Assume que os dados são normalmente distribuídos em cada variável e, por 
isso, dimensiona para que a distribuição tenha média de valor zero com desvio 
padrão de valor 1. Se dados não são normalizados, não é uma boa alternativa de 
escalonamento.

Robust Scaler
Utiliza abordagem semelhante ao escalonamento MinMax, mas usa o intervalo 
inter-quartil ao invés do intervalo entre 0 a 1. É adequada para dados com pre-
sença de outliers.

MinMax Scaler

Reduz os dados para que assumam o intervalo de valores entre 0 e 1, ou -1 a 1 
se houver valores negativos. Essa técnica é adequada para distribuições que não 
sejam gaussianas ou quando o desvio padrão das variáveis é de valor reduzido. É 
sensível a outliers.
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 Nos gráficos da Figura 13, o lado esquerdo exibe todos os pontos (para visualizar os grupos 
com os pontos mais distantes), enquanto o lado direito realiza uma espécie de zoom, de forma a apre-
sentar os grupos que são formados com os pontos mais concentrados. 
Figura 13 – Escalonamento de dados com K-Means, DBSCAN e Aggl. Clustering

K-Means
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Agglomerative Clustering

DBSCAN

Fonte: Elaborada pelo autor (2020)

 Os resultados apresentados comprovam:
• K-Means: o RobustScaler apresentou os melhores resultados – os dados são bem separados 
em ambos os lados do gráfico, embora haja uma pequena mistura dos pontos mais próximos 
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de zero;
• Agglomerative Clustering: nota-se que o RobustScaler é a melhor alternativa entre todos os 
gráficos apresentados (conforme delineado na cor verde);
• DBSCAN: embora haja poucos grupos, o StandardScaler se mostrou o mais adequado para 
separar os dados desses grupos.

 A figura abaixo mostra outros gráficos criados, com outras variáveis, com o uso do algoritmo 
Agglomerative Clustering e técnica de escalonamento Robust Scaler.
Figura 14 – Escalonamento de dados com Aggl. Clustering e RobustScaler

Fonte: Elaborada pelo autor (2020)

5.2.3. Clusterização k-Means
 Dado o número k de clusters, K-Means particiona um conjunto de pontos em K grupos (ZAKI 
e MEIRA JR., 2014), de forma que cada ponto seja alocado ao grupo que lhe esteja mais próximo. Des-
ta forma, os agrupamentos são criados com base nas distâncias mínimas entre os pontos pertencentes 
a cada cluster e seu centroide (ponto central do cluster). Um dos desafios em se utilizar o K-Means 
para agrupamentos é encontrar o número ideal de clusters – aquele que maximiza as diferenças entre 
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clusters (inter-cluster) e minimiza as variações dentro de um clusters (intra-cluster), conforme se 
pode visualizar na figura abaixo.
Figura 15 – Distância inter-cluster e intra-cluster.

Fonte: SEN (2019)

 Quando poucos clusters são formados, tem-se a maximização inter-cluster, mas as variações 
intra-cluster são prejudicadas, pois pontos muito distantes podem estar em um mesmo cluster. Por 
outro lado, ao se aumentar o número de clusters, as diferenças entre clusters se torna pequena, embora 
tem-se a vantagem de diminuir as variações em um cluster (intra-cluster). 
 É preciso, portanto, achar o ponto ótimo, no qual os pontos de cada cluster sejam os mais ho-
mogêneos possíveis e que clusters formados sejam suficientemente diferentes um dos outros. Foram 
utilizados alguns métodos de seleção desse ponto ótimo com os dados dos municípios, a saber: Elbow 
(cálculo de inertias), Gap Statistics e Coeficiente de Silhueta. A figura abaixo exibe os resultados en-
contrados em cada método. 
Figura 16 – Métodos para seleção do número ideal de clusters para k-Means.

Fonte: Elaborada pelo autor (2020)
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 Embora as sugestões variem, foi escolhido o valor de 7 clusters, pois 3 clusters já são alocados 
a poucos municípios anômalos. A Figura 17 mostra o gráfico de Análise de Silhueta (ALVES, 2019) 
para o valor de 7 clusters, utilizando-se população e número de alunos. Percebe-se que cada ponto 
extremo (lado direito) ficou em clusters diferentes (trata-se dos municípios de SP e RJ que são, de fato, 
distintos), enquanto pontos concentrados (lado esquerdo) foram adequadamente separados confor-
me faixas da população e número de alunos.
Figura 17 – Análise de Silhueta para clusterização k-Means com 7 clusters.

Fonte: Elaborada pelo autor (2020)

 Baseado na escolha do valor de 7 clusters, a Figura 18 apresenta os resultados da clusterização 
com o algoritmo k-Means e escalonamento RobustScaler, exibindo a quantidade de municípios em 
cada cluster, região e UF. 
Figura 18 – Detalhes dos clusters com k-Means e escalonamento RobustScaler.
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Fonte: Elaborada pelo autor (2020)

 Percebe-se algumas características da clusterização k-Means:
• são criados clusters específicos com municípios de valores extremos (municípios de popula-
ção máxima, de maior quantidade de alunos ou de docentes); 
• SP, de maior população, ficou em um cluster; enquanto RJ (metade da população de SP, mas 
maior quantidade de matrículas), ficou em outro cluster;
• ao se utilizar um valor K maior do que 10, são criados clusters específicos com municípios de 
valores mínimos (municípios com poucas escolas, por exemplo). 
• geralmente ocorre a criação de clusters de poucos municípios (menos de 1% do total), que 
podem ser considerados anomalias de clusters.

5.2.4. Clusterização DBSCAN
 Diferente de k-Means, que busca proximidade pela distância entre os pontos, DBSCAN usa a 
densidade local dos pontos – ou seja, utiliza o cálculo de áreas de maior e menor densidade de pontos 
– como critério de formação dos agrupamentos (ZAKI e MEIRA JR., 2014). Não requer o número de 
clusters e permite a definição de cluster irregulares. 
 No presente trabalho, convencionou-se por utilizar determinados parâmetros de forma que 
não ocorresse muitos ruídos (pontos que não são alocados em nenhum cluster), mas que houvesse 
ao menos 6 clusters (exceto o cluster -1, composto de ruídos). Baseado nos parâmetros eps=0.9 e 
min_samples=5, a Figura 19 apresenta os resultados da clusterização com o algoritmo DBSCAN e 
escalonamento StandardScaler, exibindo a quantidade de municípios em cada cluster, região e UF. 
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Figura 19 – Detalhes dos clusters com DBSCAN e escalonamento StandardScaler.

Fonte: Elaborada pelo autor (2020)

 Percebe-se algumas características da clusterização DBSCAN:
• Os clusters não são bem separados como ocorre no k-Means, pois a separação de clusters 
considera faixas nas quais há grande densidade; 
• os pontos extremos (municípios com população elevada, com poucos alunos ou poucos 
professores) não são alocados em algum cluster, mas inseridos no cluster noise. DBSCAN 
identifica os pontos outliers, ao contrário do k-Means (que os aloca em um cluster de tamanho 
pequeno);
• não é o algoritmo mais apropriado para a identificação de anomalias nas despesas, pois mui-
tos pontos são alocados em poucos clusters (e o estudo requer alguns grupos semelhantes, e 
não grandes grupos de densidade similar).

5.2.5. Clusterização Hierárquica – Agglomerative Clustering
 Algoritmos hierárquicos criam uma estrutura hierárquica de pontos aninhados conforme uma 
estratégia de agrupamento e um critério de ligação (métrica de dissimilaridade). As estratégias de 
agrupamento podem ser (ZAKI e MEIRA JR., 2014):

• aglomerativa (abordagem bottow-up): cada ponto é um cluster, e pares de clusters são mes-
clados sucessivamente à medida que se sobe na hierarquia; 
• divisiva (abordagem top-down): todos os pontos estão em um cluster, e as divisões são exe-
cutadas recursivamente à medida que se desce a hierarquia.

 A dissimilaridade entre clusters é calculada conforme método escolhido no algoritmo:
• Single: a distância entre 2 clusters é dada pela menor distância entre dois pontos (distância 
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mínima, vizinho mais próximo). É sensível a outliers;
• Complete: a distância entre 2 clusters é dada pela maior distância entre dois pontos (distân-
cia máxima, vizinho mais distante). Tende a gerar clusters muito grandes;
• Average: a distância entre 2 clusters é dada pela média das distâncias entre cada dois pontos 
(distância entre os centroides). É menos sensível a outliers, mas tende a gerar clusters grandes, 
globulares; 
• Ward: Minimiza a soma das diferenças entre pontos nos clusters. Mais efetivo quando se tem 
outliers; tende a gerar clusters de tamanhos mais regulares.

 Os resultados da clusterização hierárquica são normalmente mostrados como uma árvore de 
grupos ou dendogramas, a partir dos quais é possível obter o número de clusters. No presente traba-
lho, foi utilizado o algoritmo hierárquico aglomerativo. Conforme a Figura 20, apenas para que fosse 
possível obter os dendogramas abaixo, filtrou-se o dataframe para conter os registros de municípios 
com população de até 11 mil habitantes (50% dos dados) e com a utilização do método Ward.
Figura 20 – Geração de dendogramas com método Ward.

Fonte: Elaborada pelo autor (2020)

 Apesar das sugestões indicadas pelos dendogramas, seguiu-se a escolha de 7 clusters. A figura 
seguinte mostra o gráfico resultante da aplicação do Agglomerative Clustering com 7 clusters, com 
as variáveis população e número de alunos. Claramente, a utilização do RobustScaler traz uma boa 
separação dos clusters se comparado com MinMaxScaler. 
Figura 21 – Geração de gráfico com clusters gerados pelo Agglomerative Clustering
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Fonte: Elaborada pelo autor (2020)

 A Figura 22 apresenta os resultados da aplicação do Agglomerative Clustering com RobustS-
caler, exibindo a quantidade de municípios em cada cluster, região e UF.
Figura 22 – Detalhes dos clusters com Aggl. Clustering e escalonamento RobustScaler.

Fonte: Elaborada pelo autor (2020)

 Embora algoritmos hierárquicos sejam simples e eficazes, com facilidade na visualização dos 
clusters em dendogramas e flexibilidade na escolha do corte para determinar o número de clusters, 
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existem alguns dificultadores. Similar ao que ocorre no k-Means, a escolha do número de clusters não 
é trivial – deve-se decidir onde passar a linha no dendograma para se obter o número de clusters; e, 
além disso, métodos de dissimilaridade podem produzir resultados bem diferentes, e não há critério 
objetivo para avaliar qual o melhor método. 

5.2.6. Validação dos algoritmos de clusterização 
 Alguns gráficos produzidos no caderno jupyter (com variáveis normalizadas em log) foram 
escolhidos para serem apresentados no presente trabalho, com o objetivo de comparar os resultados 
de alguns algoritmos utilizados. Essa comparação não só procura demonstrar a coerência da separa-
bilidade dos clusters, mas orientou a escolha do algoritmo para a tarefa de detecção de anomalias. 
 A Figura 23 mostra os clusters formados para os algoritmos k-Means, DBSCAN e Agglome-
rative Clustering (AgrC), considerando os dados de população, quantidade de alunos matriculados e 
quantidade de docentes. Os grupos formados pelo k-Means e AgrC são bem parecidos, mas o AgrC 
apresentou uma melhor separabilidade em áreas densas; o DBSCAN já não é muito adequado, pois 
agrupou muitos pontos em um mesmo grupo e inseriu os pontos extremos no cluster noise (que não 
aparecem no gráfico).
Figura 23 – Comparação dos resultados de alguns algoritmos de clusterização

Fonte: Elaborada pelo autor (2020)

 As figuras seguintes comparam apenas os resultados dos algoritmos k-Means e Agglomerative 
Clustering (AgrC). 
Figura 24 – Comparação dos resultados de alguns algoritmos de clusterização
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Qtd Escolas x Qtd matrículas x Qtd Docentes

População x Grupo de Despesas

Fonte: Elaborada pelo autor (2020)

 De fato, o algoritmo com os melhores resultados, considerando os objetivos do presente traba-
lho e a geração dos gráficos com diversas variáveis (disponíveis nos cadernos jupyter), é o Agglome-
rative Clustering com dados escalonados com RobustScaler. 
 Em virtude da escolha pelo Agglomerative Clustering, foi utilizada, no caderno jupyter, uma 
medida da avaliação da qualidade da separação entre os clusters – o índice Davies-Bouldin, que com-
para a distância entre os clusters com o tamanho dos próprios clusters (DAVIES e BOULDIN, 1979). É 
utilizada principalmente quando os dados não são rotulados. Um valor mais próximo de zero significa 
um modelo com melhor separação entre os clusters. 
 Os melhores índices foram alcançados com 2 e 5 clusters (abaixo de 0,4); e o índice não foi 
satisfatório para 7 clusters (0,69). Entretanto, manteve-se este valor, pois é de interesse um maior nú-
mero de grupos para a detecção de anomalias locais. Se há poucos grupos, poucos pontos anômalos 
serão identificados.
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5.3. DETECÇÃO DE ANOMALIAS
 A detecção de outliers ou anomalias tem como objetivo a identificação de itens inesperados 
no conjunto de dados, que diferem da norma (GOLDSTEIN e UCHIDA, 2016). Em geral, tais valores 
discrepantes são removidos antes do uso de algoritmos de mineração de dados. Para o presente tra-
balho, porém, o objetivo é, de fato, a detecção de despesas discrepantes em um dado grupo de muni-
cípios, que podem indicar falhas de preenchimento de registros, possíveis irregularidades ou eventos 
atípicos que devem ser justificados (uma eventual obra em uma escola, por exemplo). 
 Neste sentido, o foco é o uso de algoritmos de detecção de anomalias não supervisionados, que 
usam apenas as informações intrínsecas dos dados para detectar os pontos que se desviam dos demais. 
Procurou-se utilizar algoritmos baseados em diferentes critérios de detecção - distância, similaridade 
e densidade.

5.3.1. Delimitação das estratégias para detecção de outliers
 A análise exploratória permitiu a identificação de outliers globais (valores atípicos quando 
comparados com todo o conjunto de dados). Entretanto, há o interesse de se detectar outros tipos de 
outliers, listados e representados abaixo. 
Tabela 9 – Os tipos de anomalias

Fonte: Elaborada pelo autor (2020), adaptado de GOLDSTEIN e UCHIDA (2016).

Figura 25 – Representação gráfica dos tipos de anomalias

Fonte: Elaborada pelo autor (2020), adaptado de GOLDSTEIN e UCHIDA (2016).
 Algoritmos de detecção de anomalias geram dois resultados: um rótulo indicando se uma ins-
tância é anômala ou não; e uma pontuação (score) que indica o grau de anormalidade (GOLDSTEIN 
e UCHIDA, 2016). Em algoritmos não supervisionados, as pontuações são mais comuns e permitem 

Globais
Valores extremos (de baixo ou alto valor) muito diferentes dos demais pontos, 
facilmente detectáveis por técnicas estatísticas, histogramas e gráficos de disper-
são.

Clusters
Poucos pontos juntos em um cluster, bem distantes de outros clusters mais den-
sos, detectáveis pela aplicação de algoritmos de clusterização, como k-Means.

Locais
Poucos pontos próximos aos outros conjuntos densos, detectáveis por algoritmos 
específicos de detecção de outliers, como LOF. Esses pontos parecem normais, e 
são percebidos quando se analisa, isoladamente, um determinado cluster.
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a classificação (ranking) dos pontos mais anômalos. Por meio de um limite (threshold), a classificação 
pode ser convertida em um rótulo. 

5.3.2. A biblioteca Python Outlier Detection (PyOD)
 Para identificar as despesas discrepantes dos municípios, foi utilizada a biblioteca Python 
Outlier Detection (PyOD), que conta com uma variedade de modelos para a detecção de anomalias 
em dados multivariados (ZHAO, NASRULLAH e LI, 2019). A figura seguinte apresenta gráficos de al-
guns algoritmos da PyOD (os pontos pretos representam outliers); e a tabela abaixo lista os algoritmos 
aplicados no presente trabalho.
Tabela 10 – Algoritmos de detecção de anomalias utilizados nos dados

Fonte: Elaborada pelo autor (2020), adaptado de ZHAO, NASRULLAH e LI (2019)

Figura 26 – Listagem de alguns modelos disponíveis na biblioteca PyOD

Fonte: ZHAO, NASRULLAH e LI (2019)

 O algoritmo ABOD tem como diferencial o uso de medidas baseadas em ângulos. Em espaços 

Angle-based Outlier Detection (ABOD) Probabilístico
Local Outlier Factor (LOF) Baseado em distância
Cluster-based Local Outlier Factor (CBLOF) Baseado em distância/ densidade
Histogram-based Outlier Detection (HBOS) Baseado em estatística
K Nearest Neighbors (KNN) Baseado em distância
Average KNN (A_KNN) Baseado em distância
Isolation Forest (IF) Ensemble 
Feature Bagging (FB) Ensemble 
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multidimensionais, os ângulos são medidas mais estáveis do que as medidas de distância, e um bom 
exemplo são as medidas de similaridade baseadas em cosseno para análise de textos (KRIEGEL et al, 
2008). Conforme a figura seguinte, um ponto no espaço é considerado um outlier se a maioria dos 
outros pontos estiver localizada em direções semelhantes.
Figura 27 – Detecção de anomalias no algoritmo ABOD

Fonte: KRIEGEL et al (2008)

 O algoritmo LOF foi o primeiro a introduzir a ideia de identificar as anomalias locais (GOL-
DSTEIN e UCHIDA, 2016). A pontuação da anomalia é baseada numa medida de densidade local e 
o desvio dessa medida entre um ponto e a dos seus vizinhos. As instâncias normais, com densidades 
similares de seus vizinhos, contêm uma pontuação próxima de 1; instâncias anômalas, com densidade 
local substancialmente inferior que a dos seus vizinhos, possuem pontuações maiores. Requer um 
número para k (quantidade de vizinhos).
 O algoritmo CBLOF usa clusterização para determinar as áreas densas nos dados, criar clusters 
e calcular a sua estimativa de densidade (GOLDSTEIN e UCHIDA, 2016). A pontuação da anomalia 
de um ponto se baseia no tamanho do cluster ao qual ele pertence (parâmetro desativado por padrão) 
e na distância do maior cluster mais próximo. Consequentemente, todos os pontos em clusters peque-
nos, distantes dos clusters maiores, são anômalos (HE et al, 2003) – assim, localiza anomalias globais 
e de cluster, mas não as locais.
 O algoritmo HBOS assume que variáveis são independentes, e calcula o grau de anomalia de 
uma instância de dado através de histogramas (GOLDSTEIN e UCHIDA, 2016). É considerado um 
algoritmo simples e de rápida execução, mas com menor precisão.
 O algoritmo KNN calcula a pontuação de anomalia com base na distância de um ponto ao 
k-ésimo vizinho mais próximo, sendo três métodos possíveis de cálculo – a maior distância, a média 
(A-KNN) ou mediana das distâncias de todos os k-ésimos vizinhos próximos (ZHAO, NASRULLAH 
e LI, 2019). Detecta, portanto, as anomalias globais, não as locais.
 O algoritmo Isolation Forest realiza o particionamento de dados usando uma estrutura de ár-
vores. A pontuação de anomalia considera o quanto isolado um dado ponto está na estrutura, quando 
poucas partições são necessárias para seu isolamento.
 O algoritmo Feature Bagging utiliza vários algoritmos de detecção (podendo ser LOF, kNN e 
ABOD) em diferentes amostras de um conjunto de dados multivariados, e utiliza medidas de média, 
ou outras métricas combinadas, para o cálculo da pontuação da anomalia (ZHAO, NASRULLAH e LI, 
2019). É uma técnica que procura reduzir a variação entre os algoritmos, a fim de melhorar a eficácia 
e evitar sobreajustes (overfitting).
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5.3.3. Escolha de Cluster para ser submetido aos algoritmos
 Com base nos resultados do Agglomerative Clustering, escolheu-se o cluster 6, que foi subme-
tido aos oito algoritmos de detecção escolhidos, em diferentes escopos de dados: todos os atributos 
(grupos de despesas, tipos de gasto, programas, subfunções e contas contábeis); despesas Próprias e 
FUNDEB; e tipos de gasto de remuneração e manutenção. As pontuações de anormalidade e os rótu-
los de cada município, produzidos por cada algoritmo de detecção, em cada escopo de dados, foram 
armazenadas no dataframe de municípios. 

5.3.4. Resultados da detecção de anomalias
 A figura abaixo exibe as características do cluster escolhido, o gráfico de dispersão com a indi-
cação das anomalias e a quantidade de municípios anômalos em cada algoritmo, no escopo de todos 
os atributos.
Figura 28 – Indicação e quantidades dos municípios anômalos (escopo: todos atributos)

Fonte: Elaborada pelo autor (2020)

 O gráfico abaixo apresenta o gráfico de dispersão das Despesas Próprias com as Despesas 
FUNDEB, e logo abaixo exibe os resultados dos algoritmos no escopo dos grupos de despesa (ou seja, 
a entrada para os algoritmos são apenas os dados das despesas Próprias e das despesas FUNDEB). 
Todos os algoritmos (exceto LOF) consideraram os pontos extremos (alto valor das despesas), acima 
da faixa pontilhada 1, como anômalos. Entre as faixas pontilhadas 1 e 2, poucos algoritmos (ABOD, 
CBLOF, kNN) detectaram como anômalos alguns pontos mais internos, localizados entre regiões nor-
mais. Abaixo da faixa pontilhada 3, os algoritmos LOF e FB detectaram como anômalos uma grande 
concentração de pontos bem próximos aos pontos normais.
Figura 29 – Indicação dos municípios anômalos no escopo do grupo de despesas
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Fonte: Elaborada pelo autor (2020), adaptado de ZHAO, NASRULLAH e LI (2019)

 Algumas considerações se fazem necessárias:
• a linha vermelha representa o threshold (limite) da pontuação do grau de anomalia, estabe-
lecido estatisticamente (score no percentil de 5%) - todos os pontos acima da linha são classi-
ficados como anomalias; 
• as seis camadas de cores representam faixas de valores da pontuação de anomalia, sendo que 
a primeira camada se inicia após o valor limite. 

5.3.5. Validação dos modelos de detecção de anomalias
 É necessário aferir a confiabilidade dos modelos gerados. Há diversas métricas conhecidas 
para a validação de algoritmos supervisionados, como acurácia, precisão, matriz de confusão e valida-
ção cruzada. No caso dos algoritmos de detecção de anomalias, os métodos tradicionais para avaliar a 
qualidade das pontuações de anormalidade (scoring) são a curva ROC (Receiver Operating Charac-
teristic) e a curva PR (Precision-Recall) – mas apenas quando os rótulos (classes) estão disponíveis 
(GOIX, 2016). 
 No presente trabalho, porém, não há rótulos – ou seja, não há dados reais sobre municípios 
que apresentaram despesas discrepantes em educação. Desta forma, a validação dos modelos gerados, 
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de forma não supervisionada, não é uma tarefa trivial. Uma alternativa viável foi a comparação das 
estatísticas e gráficos entre o conjunto de dados normais e os anômalos – para averiguar se tais anor-
malidades são consistentes.
 A execução dos 8 algoritmos, em todo o conjunto de dados, apontou 375 municípios anômalos 
(citados ao menos em um algoritmo), ou 11,5% do total de municípios, sendo 10 municípios anôma-
los em comum (citados por todos os algoritmos), listados na figura 30. 
 Realizou-se uma análise simplificada nesses dez municípios anômalos. Conforme estatísticas 
e histogramas de população e quantitativos de escolas, alunos e professores na figura 31 – são municí-
pios que se encontram acima da faixa do percentil de 75% quando comparados com o conjunto todo. 
Além disso, os demais histogramas de despesas, de algumas funções e de algumas contas contábeis, 
nas figuras 32 e 33, apresentaram curvas mais deslocadas à direita – que podem ter influenciado na 
pontuação da anormalidade para certos municípios.
 Em seguida, escolheu-se o município de Bombinhas para uma análise ainda mais detalhada 
(por ter a menor população), conforme a Figura 34. Comparando-se alguns histogramas de Bombi-
nhas com todos os demais municípios, nota-se claramente que há despesas de valores atípicos quando 
comparadas com as mesmas despesas de seus semelhantes (os valores para Bombinhas estão repre-
sentados pela linha vermelha vertical, localizadas ao final das curvas que representam os intervalos 
dos demais municípios). Tais valores devem ser apresentados aos órgãos de controle para as devidas 
investigações ou providências. 
 Pode-se dizer, desta forma, que os modelos gerados são válidos e permitem a identificação de 
fatos relevantes. 
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Figura 30 – Os 10 municípios anômalos em todos os algoritmos de detecção

Fonte: Elaborada pelo autor (2020)
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Figura 31 – Os 10 municípios anômalos – Comparação dos dados IBGE e INEP

Fonte: Elaborada pelo autor (2020)
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Figura 32 – Os 10 municípios anômalos – Comparação dos dados de despesas 

Fonte: Elaborada pelo autor (2020)
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Figura 33 – Os 10 municípios anômalos – Comparação das subfunções e contas contábeis

Fonte: Elaborada pelo autor (2020)
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Figura 34 – Um exemplo de um município anômalo

Fonte: Elaborada pelo autor (2020)

6. FASE DE AVALIAÇÃO E IMPLANTAÇÃO
 A fase de Avaliação examina se os resultados do modelo atendem aos objetivos de negócio e 
seus critérios de sucesso; e determina a decisão de o modelo ser implantado ou submetido às novas 
iterações de fases. A fase de Implantação resume-se em colocar o modelo obtido em produção, in-
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cluindo, quando aplicável, a confecção de relatório final.
 Detectar anomalias em uma base de dados com centenas de atributos, de forma não supervi-
sionada, mostrou-se uma tarefa complexa, pois há muitas questões desafiadoras, como: 

• decidir qual o melhor algoritmo de escalonamento dos dados, bem como o algoritmo de 
clusterização mais adequado, dada a dificuldade de visualizar dados multidimensionais em 
apenas duas ou três dimensões;
• definir os atributos mais relevantes como entrada para os algoritmos (nas palavras da CGE-
BC, todas as despesas e contas contábeis são imprescindíveis e não devem ser descartadas 
durante a análise de dados); 
• estabelecer o limite (threshold) da pontuação de anormalidade de forma objetiva, visto que 
a fronteira entre o normal e o anômalo não é precisa; 
• identificar os pontos anômalos mais internos, localizados em regiões com dois ou mais agru-
pamentos; e 
• validar a acurácia dos resultados em uma situação sem dados históricos. 

 Além disso, frente à grande diversidade de algoritmos de detecção (de diferentes critérios – 
estatístico, distância, densidade, similaridade), é necessário escolher quais aplicar e otimizar os parâ-
metros de cada um. Alguns algoritmos ainda requerem a definição de critérios específicos, como o 
número de clusters (CBLOF) e o número de vizinhos próximos (kNN e Average kNN). Devido aos 
poucos recursos disponíveis (pessoal e tempo), todas estas questões não puderam ser trabalhadas em 
profundidade adequada. 
 Por outro lado, pode-se afirmar que o presente trabalho alcançou a finalidade principal de de-
tectar anomalias em despesas dos municípios com o Ensino Fundamental (o dataframe de municípios 
é atualizado com os rótulos e as pontuações de cada algoritmo), tendo em vista que não havia nenhum 
trabalho prévio de análise estatística ou de dados no SIOPE pela CGEBC – e foi possível também atin-
gir os objetivos definidos no item 3.5: 

• obter ao menos 1% de entes federativos com discrepâncias nos seus gastos educacionais de-
clarados (quando se consideram todos os atributos) – conforme a Figura 28, o percentual de 
cada algoritmo variou entre 2 a 5%; e
• de fato, alguns entes foram identificados como anômalos em todos os algoritmos de detec-
ção escolhidos (vide Figura 28, foram dez municípios identificados como anômalos pelos oito 
algoritmos aplicados). 

 Entretanto, percebeu-se que, para uma maior eficácia desta atividade de detecção, é necessá-
rio, ainda, estabelecer algumas estratégias mais individualizadas. Um exemplo seria determinar as 
despesas mais relevantes – caso fosse alimentação, pode-se cruzar os dados do SIOPE com bases de 
dados do SigPC (base de prestação de contas do FNDE que contém informações sobre o PNAE), a fim 
de detectar anomalias em gastos com merenda escolar. Desta forma, um caminho recomendado para 
o presente trabalho seria voltar à fase de entendimento do negócio para a reformulação de objetivos 
mais específicos, e apresentar os resultados consolidados em um painel gerencial.
 Não obstante, o presente trabalho apresentou uma proposta, um caminho viável e produtivo 
para se chegar às anomalias nas despesas dos municípios com o Ensino Fundamental – através do 
uso concomitante de exploração de dados, de algoritmos de clusterização e de algoritmos focados na 
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detecção de anomalias. É necessário reaplicar tais caminhos para a detecção de anomalias nas demais 
modalidades de ensino (Educação Infantil, Ensino Médio, etc.). O presente trabalho, portanto, não se 
encontra finalizado – na verdade, precisa ser submetido às novas iterações de fases, com reformula-
ções de objetivos de negócio e de mineração de dados, e ser apresentado à área de auditoria da Edu-
cação Básica. Uma possibilidade seria a formulação de um painel consolidado, com a indicação dos 
municípios anômalos para cada modalidade de ensino, incluindo, ainda, para cada caso, os atributos 
envolvidos que influenciaram em uma pontuação maior das anomalias. 

7. CONCLUSÃO
 Entende-se que explorar os dados de despesas públicas, a fim de obter conhecimento estraté-
gico e de valor agregado, representa um importante objetivo para o controle interno e também para 
a Administração Pública – pois possibilita, no caso do SIOPE, a identificação de despesas atípicas 
(anomalias) que podem indicar possíveis falhas ou irregularidades nos investimentos públicos em 
educação. Consequentemente, vislumbra-se a oportunidade de oferecer os resultados da detecção des-
sas despesas anômalas como insumos para uma série de atividades, a saber: planejamento das ações de 
controle (no caso, complementando a Matriz de Vulnerabilidade dos municípios); acompanhamento 
e adoção de providências cabíveis por parte das instâncias de controle; e criação de trilhas de auditoria 
voltadas para o monitoramento dos gastos públicos.
 Desta forma, o presente trabalho teve como objetivo inicial uma extensa análise exploratória 
dos dados do SIOPE, cujos resultados delimitaram o escopo das despesas a serem investigadas (ou 
seja, as despesas municipais pagas no Ensino Fundamental, no ano de 2018) e determinaram as estra-
tégias seguintes – o uso das técnicas de clusterização e detecção de anomalias.
 Com base na ideia de que municípios semelhantes devem apresentar despesas educacionais 
também semelhantes, ao menos em ordem de grandeza – a clusterização buscou agrupar municípios 
semelhantes, ou seja, similares quanto aos dados de população; quantidades de alunos, docentes e 
escolas; e indicadores IDEB e IDHM. Várias execuções foram realizadas com diferentes algoritmos 
(k-Means, DBSCAN, MeanShift e Agglomerative Clustering), diferentes formas de escalonamento 
dos dados (StandardScaler, RobustScaler e MinMaxScaler) e diferentes parâmetros (número de clus-
ters, epsilon, número de amostras, critério de ligação, etc.). Alguns métodos de cálculo do número 
ideal de clusters foram também utilizados (métodos Elbow, Gap Statistics e Coeficiente de Silhueta). 
Como medida da avaliação da qualidade da separação entre os clusters, foi utilizado o índice Davies-
-Bouldin, o qual foi interpretado em conjunto com gráficos que permitiram a verificação da coerência 
da separabilidade dos clusters. Apesar de sugestões (2 ou 6 clusters) pelos métodos mencionados, 
definiu-se como sete a quantidade ideal de clusters – pois já era esperada a criação de dois clusters 
com apenas um município (SP e RJ), e dois outros cluster com poucos municípios (menos de 1%). 
Concluiu-se que o Agglomerative Clustering, com dados escalonados com RobustScaler, apresentou 
os melhores resultados.
 Finalmente, deu-se preferência ao cluster de maior número de municípios para submetê-lo a 
oito algoritmos de detecção de anomalias da biblioteca PyOD. Um parâmetro adicional foi a defini-
ção de quais atributos submeter aos algoritmos (escopo de despesa) – ou seja: todos os atributos de 
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despesas; apenas grupos das despesas próprias e despesas FUNDEB; e tipos de gasto de remuneração 
e manutenção. Os resultados obtidos (classificação do município, se anômalo ou não; e pontuação 
da anormalidade, calculada por cada algoritmo em cada escopo de despesa) foram consolidados ao 
dataframe de municípios. Outras métricas também foram adicionadas, como a quantidade de vezes 
em que um município foi marcado como anômalo. No escopo de todos os atributos, foi possível iden-
tificar as despesas que influenciaram a pontuação da anormalidade (através de histogramas compara-
tivos).
 Pode-se afirmar que foi possível, por todo o trabalho, identificar as anomalias globais, locais 
e de cluster – ou seja, as despesas atípicas de cada município com relação aos seus municípios seme-
lhantes.
 O conjunto dos modelos gerados atendeu aos objetivos de negócio (indicar os municípios com 
discrepâncias nos seus gastos educacionais) e aos critérios de sucesso (obter ao menos 1% de muni-
cípios com discrepâncias nos seus gastos educacionais, sendo alguns apontados como anômalos em 
todos os algoritmos) definidos no item 3.6. Da mesma forma, pode-se dizer que todos os objetivos 
da mineração de dados (realizar tarefas de AED, de clusterização e de detecção de anomalias) foram 
também alcançados.
 Como recomendações e sugestões para trabalhos futuros, há uma infinidade de possibilidades: 

• detectar as anomalias nas despesas do Ensino Fundamental para os demais clusters de muni-
cípios, bem como reaplicar as técnicas utilizadas (AED, clusterização e detecção de anomalias 
em despesas) nas demais modalidades de ensino (Educação Infantil, Ensino Médio, Ensino 
Superior);
• realizar os mesmos estudos para os dados do SIOPE Estadual;
• realizar análises de dados considerando-se os valores de despesas per capita (dividindo-se as 
despesas pela população estimada ou pela quantidade de alunos matriculados);
• criar perfil normal de gastos com educação, para cada município ou grupo de municípios se-
melhantes (envolve analisar os dados do SIOPE dos anos anteriores a 2018) – para possibilitar 
a detecção mais imediata de anomalias a partir desse perfil de gastos, a cada bimestre (por ser 
a periodicidade da transmissão de dados do SIOPE);
• propor ou buscar medidas de acurácia dos resultados dos algoritmos não supervisionados;
• consolidar as classificações e pontuações dos algoritmos de detecção de anomalia em uma 
plataforma de business intelligence, de forma a apresentar painéis gerenciais, com múltiplas 
visões dos dados, às equipes de auditoria;
• estudar a viabilidade de cruzamento do SIOPE com outras bases de dados dos entes federa-
tivos, como a base SIAFEM (trata-se de um sistema equivalente ao SIAFI, porém, no âmbito 
dos estados e municípios);
• verificar possibilidades de aplicar técnicas de deep learning para a detecção de anomalias, 
tais como autoencoders e redes generativas adversariais.
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